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Agenda

� Seleção de atributos :
� Motivação e objetivos.

� Abordagens para seleção de atributos :
� Métodos Supervisionados.

� Estudo de caso
� Comparação de métodos supervisionados.

� Conclusão :
� Aspectos relevantes;
� Limitações;
� Desafios de pesquisa.
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O processo de descoberta do conhecimento

Pré-processamento : em muitos 
casos pode consumir 60% ou 
mais do tempo no processo 
de descoberta de conhecimento
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Geração de um Modelo de Classificação

Aplicação
do Modelo

Indução

Dedução

Criação
do Modelo

Modelo

Tid Atrib1 Atrib2 Atrib3 Class

1 Yes Large 125K No

2 No Medium 100K No

3 No Small 70K No

4 Yes Medium 120K No

5 No Large 95K Yes

6 No Medium 60K No

7 Yes Large 220K No

8 No Small 85K Yes

9 No Medium 75K No

10 No Small 90K Yes
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Tid Attrib1 Attrib2 Attrib3 Class

11 No Small 55K ?

12 Yes Medium 80K ?

13 Yes Large 110K ?

14 No Small 95K ?

15 No Large 67K ?
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� Classificação : uma tarefa preditiva : define o valor 
de uma variável desconhecida (atributo classe ) a 
partir de variáveis conhecidas.

� Aplicações :
� Classificar tumores como benigno ou maligno.

� Detecção de fraudes;

� Diagnósticos médicos;

� Avaliação de riscos de empréstimos.
� Etc.

Classificação de Dados
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Motivação
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Motivação …
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Motivação ...

� Seleção de variáveis (feature selection ) tem 
recebido atenção especial em aplicações que 
usam datasets com muitos atributos.

� Exemplos :

� Processamento de texto.

� Recuperação de informação em banco de imagens.

� Bioinformática.

� Química combinatorial.

� etc.
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Objetivos

� Os alvos principais do proceso de seleção de 
variáveis são:

� Melhorar a performance dos algoritmos de 
aprendizado de máquina.

� Simplificar os modelos de predição e reduzir o custo
computacional para “rodar” esses modelos.

� Fornecer um melhor entendimento sobre os 
resultados encontrados, uma vez que existe um estudo 
prévio sobre o relacionamento entre os atributos .
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Objetivos ...

� Obter uma representação reduzida do dataset, em termos 
de atributos, mas que produza os mesmos (ou quase os 
mesmos ) resultados analíticos.

� Eliminar atributos redundantes : 

� Variáveis altamente correlacionadas não agregam informação 
para a construção de um modelo.

� Exemplo : o preço de um produto e a quantidade de imposto
pago por ele.

� Eliminar atributos Irrelevantes :

� Não contém informação útil para o processo de mineração.

� Exemplo : ID de um estudante é irrelevante para a tarefa de 
predição do GPA (coeficiente de rendimento ).

Métodos Supervisionados
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Métodos supervisionados

� O foco é o ranqueamento de atributos.

� Diferentes conjuntos de atributos podem ser 
selecionados.

� Consideram os pontos com a influência do 
atributo-classe .

� Em algumas aplicações, se existem muitos 
atributos (features ):

� Selecionar os top K atributos (scored features ).



Abordagem Força Bruta

14Métodos de Seleção de Atributos para Mineração de Dados

Abordagem Força-Bruta

� Tentar todas as combinações de atributos 
possíveis.

� Idéia : Tentar achar um subconjunto de atributos 
que melhor representa o conjunto original.

� Dados N atributos, existem 2N subconjuntos de 
atributos:

� Método impraticável para datasets com muitos atributos.

� Perigo de “overfitting ”.

� Computacionalmente proibitivo !!

Determinação de 
Relevância (Embedded)
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Determinação de relevância (Embedded)

� Idéia geral :

� A seleção ocorre naturalmente como parte dos 
algoritmos de mineração.

� Essa abordagem baseia-se no ganho de informação .

� Exemplos de algoritmos:
� ID3;

� C4.5 (J48 no Weka );

� CART.
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Ganho de Informação

� Ranqueia os atributos através do ganho de informação .
� Ganho de Informação → redução da entropia.

� Tenta os 10, 20, 30, …, N atributos no aprendizado.

� Avalia por meio do conjunto de testes (ou validação 
cruzada ).

� Essa abordagem se torna impraticável quando o número 
de atributos é muito grande.
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Wrappers

� Idéia geral :

� Avalia conjuntos de atributos usando um algoritmo 
de aprendizado de máquina .

� O algoritmo funciona como uma caixa preta para 
encontrar os melhores subconjuntos de atributos.

� O propósito é encontrar o conjunto de atributos que 
melhor se adequa ao algoritmo de aprendizado .

� Essa abordagem é totalmente dependente do 
algoritmo de aprendizado.
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Wrappers …

� Os melhores atributos para o algoritmo kNN e 
redes neurais pode não ser os melhores para 
árvores de decisão .

� Forward stepwise selection :
� Começa com um conjunto vazio A. Os melhores atributos 

são determinados e adicionados ao conjunto A.

� Backwards elimination :
� Começa com um conjunto de todos os atributos. Os piores 

atributos são determinados e removidos do conjunto inicial.

� Bi-directional stepwise selection & elimination :
� Combina as duas abordagens acima.



Qui-quadrado (χ2)
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Qui-quadrado (χ2)
� Esse método avalia os atributos individualmente 

usando a medida χ2 com relação à classe .

� Quanto maior o valor de χ2, mais provável é a 
correlação das variáveis (atributo e classe ).

� χ2 (teste do qui-quadrado )

� As freqüências observadas são obtidas diretamente dos 
dados das amostras, enquanto que as freqüências 
esperadas são calculadas a partir destas. 

∑
−=

Expected

ExpectedObserved 2
2 )(χ

Métodos de Seleção de Atributos para Mineração de Dados

Qui-quadrado (χ2) …
� O analista de dados estará sempre trabalhando com 

duas hipóteses: 

� H0: não há associação entre os atributos (independência )

� H1: há associação entre os atributos. 

� A hipótese H0 é rejeitada para valores elevados de χχχχ2.

� Um atributo fa se torna mais relevante do que um 
atributo fb , com (a ≠ b) se χ2(fa) > χ2(fb). 

� O cálculo dos graus de liberdade de χχχχ2 é dado por:
gl = (número de linhas – 1) x (número de colunas – 1).
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Qui-quadrado (χ2) ...
A forma da função de densidade de χ2

Aceita H0 se χ2 está
nesse intervalo

Probabilidade
de rejeitar H0

Rejeitamos a hipótese nula se χχχχ2 for maior que o valor crítico
fornecido pela tabela. Para 1 grau de liberdade, o valor crítico é 3,841.

Valor crítico p/ nível de significância de 5%

Aceita H1
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� Os números entre parênteses são os valores esperado s, 
calculados com base na distribuição dos dados das duas categorias.

� O resultado mostra que gostar_ficção_científica e jogar_xadrez são 
correlacionadas nesse grupo:

93.507
840

)8401000(

360

)360200(

210

)21050(

90

)90250( 2222
2 =−+−+−+−=χ

15001200300Soma (colunas)

10501000(840)50(210)Não gosta de ficção científica

450200(360)250(90)Gosta de ficção científica

Soma (linhas)Não joga xadrezJoga xadrez

Exemplo do cálculo de χ2

Neste caso, a hipótese nula é rejeitada , pois 507.93 > 3.841. 
Então, as variáveis estudadas são correlacionadas.

Seleção baseada em 
Correlação (CFS)
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Seleção baseada em Correlação
� A maioria dos métodos de seleção de atributos anteriores 

avaliam os atributos em termos de relevância individual
considerando as amostras em diferentes classes. 

� É possível ranquear subconjuntos de atributos ?

� Correlation-based feature selection (CFS) é um método 
em que um conjunto de atributos é considerado bom se:
� Contém atributos altamente correlacionados com a classe;

� Contém atributos não correlacionados entre si.

� O coração do método CFS é uma heurística de avaliação 
de subconjuntos que considera:
� Não somente a utilidade de atributos individuais, mas também  o 

nível de correlação entre eles.
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Método CFS

� CFS primeiro calcula uma matriz de correlação de 
atributo-classe e atributo-atributo . 

� Um peso (score ) de um conjunto de atributos é associado 
usando a seguinte  fórmula:

Onde:
� Mérito(S) é o mérito de um subconjunto de atributos S contendo 

k atributos;

� é a média da correlação entre atributo-classe ;

� é a média da correlação entre atributo-atributo . 
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Método CFS ...

� O numerador pode ser visto como um indicador do poder
preditivo do conjunto de atributos.

� O denominador indica o “grau de redundância ” que 
existe entre os atributos.

� CFS começa com o conjunto vazio de atributos e usa a 
heurística best-first-search com um critério de parada 
de 5 consecutivos subconjuntos que não melhoram o 
mérito.

� O subconjunto com o maior mérito encontrado pela 
heurística será selecionado.
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Benchmark
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Experimentos

� Metodologia :

� Avaliar a melhor abordagem de seleção de atributos para 
alguns métodos de classificação existentes.

� Comparar as abordagens de seleção de atributos entre si e 
com o conjunto original de atributos (sem seleção ).

� Conjuntos de Dados :

21
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# Atributos

32000Hortalicas

19683Soybean

# Classes# InstânciasDataset
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Algoritmos

� Software :

� Weka, versão 3.4.8 .

� http://www.cs.waikato.ac.nz/ml/weka/

Naïve BayesClassificador Bayesiano

Multilayer PerceptronRede Neural

SMOSupport Vector Machine

C4.5Árvore de Decisão

AlgoritmoMétodo
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Resultados – Dataset Soybean

93.1192.2492.9792.8292.97Naïve
Bayes

92.2493.8592.9793.1193.41Multilayer
Perceptron

93.85

90.19

CFS

94.43

90.77

InfoGain

94.28

90.48

χχχχ2

93.8593.85SMO

92.9791.50C4.5

WrapperSem 
Seleção de 
atributos

Algoritmo

� χχχχ2 : atributos removidos: 5, 6, 7, 10.
� InfoGain : atributos removidos: 5, 9, 10, 25.
� CFS: atributos removidos: 2, 6, 14, 16, 20, 21, 25, 27, 29, 31, 32, 33, 34.
� Wrapper (C4.5): atributos removidos: 2, 6, 7, 8, 9, 10, 12, 16, 28, 32.

92.97

93.11

93.85

94.43
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Resultados – Dataset Hortalicas

73.1060.0675.3577.0372.54Naïve
Bayes

92.4366.1090.7591.5982.35Multilayer
Perceptron

61.06

94.11

CFS

80.95

90.75

InfoGain

80.95

89.91

χχχχ2

80.3982.07SMO

94.1190.75C4.5

WrapperSem 
Seleção de 
atributos

Algoritmo

� χχχχ2 : atributos removidos: 3, 6, 9, 10, 11, 12, 13, 14, 15, 16, 17.
� InfoGain: atributos removidos: 3, 6, 9, 10, 14, 15, 17.
� CFS: atributos selecionados : 5, 11, 18, 19.
� Wrapper (C4.5): atributos selecionados : 3, 4, 5, 7, 18, 19.

94.11

92.43

94.11

77.03

82.07

Conclusões

Ranqueamento de 
Variáveis
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Seleção de Atributos: Aspectos Relevantes

� A Seleção de atributos (SA) quase sempre melhora 
a precisão de modelos em problemas reais.

� Aspectos relevantes sobre SA :
� Simplifica modelos;

� Torna os modelos mais inteligíveis;

� Ajuda a explicar melhor um problema real;

� Evita o problema do “Princípio de Economia Científica”

Princípio de Economia Científica :

“Quanto menos se sabe a respeito de um fenômeno, 
maior o número de variáveis exigidas para explicá-lo”
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Seleção de Atributos: Limitações

� Considerando um dataset com muitos atributos, a 
seleção de atributos pode causar overfit.

� Wrappers requerem que os algoritmos de aprendizado 
rodem muitas vezes, o que é muito caro !

� Quando um atributo não é selecionado , não significa 
que esse atributo não é importante.

� Alguns atributos descartados podem ser muito 
importantes para especialistas do domínio.

� Muitos dos métodos são gulosos e não trabalham 
com otimização do conjunto de atributos selecionados.
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Seleção de Atributos: Desafios

� Heurísticas para acelerar o processo de seleção de 
atributos (Exemplo : 1000 atributos ).

� Métodos para prevenir overfitting.

� Métodos para selecionar atributos relevantes sem 
depender dos algoritmos de aprendizado de máquina.

� Detecção de Irrelevância :

� Atributos realmente irrelevantes podem ser ignorados;

� Melhores algoritmos;

� Melhores definições para formulação de heurísticas.
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Obrigado pela atenção !!

Stanley Robson de Medeiros Oliveira
stanley@cnptia.embrapa.br

Embrapa Informática Agropecuária
Av. André Tosello, 209

Caixa Postal 5041, Campinas, SP
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